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ABSTRACT

Bipolar affective disorder is a mental disorder characterized by depressive and manic or hypomanic episodes.
The complexity of the diagnosis of bipolar affective disorder due to the overlapping of its symptoms with
other mood disorders led researchers and doctors to search for new and advanced techniques for the precise
detection of bipolar affection disorder. One of these methods is the use of advanced machine learning
algorithms under a statistical methodology for building logistical regression models, Random Forest. Support
vector machines, Decision Tree, K-Nearest Neighbors, and Gradient Boosting, with 146 data collected from
the psychiatric services affiliated with the mental health system of Ecuador. At the inferential level, the
results suggest that the implementation of automatic algorithms based on the different methodologies
for building models enables the successful prediction or classification of individuals with bipolar affective
disorders in Ecuador compared to controlled patients who do not profile under this pathological picture. It
is the best Random Forest statistical model (89,35 %) that dictates the best performance metrics compared
to the Gradient Boosting model. The evolution of the overall prevalence of bipolar affective disorders in
Ecuador over the past 22 years has increased by a small differential. However, from 2020 to 2022, there has
been a considerable increase in the percentage prevalence of cases of bipolar affective disorders in Ecuador.

Keywords: Algorithms; Machine Learning; Decision Tree Gradient Boosting; Random Forest.
RESUMEN

El trastorno afectivo bipolar representa un trastorno mental caracterizado por episodios depresivos y maniacos
o hipomaniacos. La complejidad en el diagnostico del trastorno afectivo bipolar debido a la superposicion de
sus sintomas con otros trastornos del estado de animo llevo a los investigadores y médicos a buscar nuevas y
avanzadas técnicas para la deteccion precisa del trastorno afectivo bipolar. Uno de estos métodos es el uso
de algoritmos avanzados de aprendizaje automatico bajo una metodologia estadistica para la construccion
de modelos de Regresion logistica, Random Forest. Maquinas de vectores de soporte, Decision Tree, K-Vecinos
mas cercanos, Gradient Boosting, con datos 146 recopilados de los servicios de psiquiatria adscritos al
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sistema de salud mental del Ecuador. A nivel inferencial, los resultados sugieren que la implementacion de
algoritmo automaticos basado en las diferentes metodologias para la construccion de modelos permitan
predecir o clasificar con éxito a individuos con trastornos afectivos bipolar en Ecuador en comparacion con
pacientes controles que no se perfilan bajo este cuadro patolégico. Siendo el mejor modelo estadistico
Random Forest (89,35 %) que dictamina las mejores métricas de rendimiento en comparacion con el modelo
Gradient Boosting. La evolucion de la prevalencia general en trastornos afectivos bipolar en el Ecuador
durante los ultimos 22 anos, se ha incrementado en un pequeno diferencial. Sin embargo, durante el afio 2020
hasta 2022 se ha producido un incremento considerable en la prevalencia porcentual de casos en trastornos
afectivos bipolar en el Ecuador.

Palabras clave: Algoritmos; Aprendizaje Automatico; Decision Tree Gradient Boosting; Random Forest.

INTRODUCCION

El trastorno bipolar (TB) es uno de los mas graves, que afecta por igual a hombres y mujeres con estimaciones
en padecimientos entre un 2 a un 3 % de la poblacion a nivel mundial, segln cifras de la Organizacion Mundial
de la Salud (OMS),™ lo que se traduce en mas de 47 millones de personas en el mundo que combinan episodios
depresivos con precedencia a sintomas depresivos superpuestos con el trastorno depresivo mayor (TDM) y
periodos de episodios maniaco/hipomaniaco.

Este trastorno incluye euforia o irritabilidad, mayor actividad o energia, y otros sintomas como aumento
de la verborrea, pensamientos acelerados, mayor autoestima, menor necesidad de dormir, distraccion y
comportamiento impulsivo e imprudente en la prevalencia clinica de los pacientes vulnerables esta enfermedad.
Sin embargo, existen opciones de tratamiento efectivas que incluyen psicoeducacion, reduccion del estrés y
fortalecimiento del funcionamiento social, y medicacion.?

Las personas con trastorno bipolar han de tener como consecuencia la generacion de alglin tipo de
discapacidad con una prevalencia en desarrollar un riesgo mayor de suicidio. Las tasas de suicidio entre los
pacientes con TB son de 20 a 30 veces mas altas que en la poblacion general,® y el TB esta relacionado con
una muerte prematura significativa por diversas razones.® El diagndstico de TB puede ser un desafio y puede
requerir un largo proceso de diagnostico que dure entre 6 a 10 afios.®

Los individuos afectados frecuentemente presentan un episodio depresivo significativo y son diagnosticados
erroneamente con depresion unipolar. Al diagnosticar erroneamente, lo que condiciona otorgar prescripciones
inadecuadas de antidepresivos que no estabilizan el estado de animo y aumentan la probabilidad de episodios
maniacos.® Por consiguiente, los trastornos bipolares no tratado se asocia con episodios de humor mas
prolongados y graves, asi como con una mayor frecuencia de intentos de suicidio.®

Identificar a las personas en riesgo de trastorno bipolar podria permitir una evaluacion dirigida, intervenciones
tempranas y terapias mas adecuadas. Un reciente analisis exhaustivo de ensayos de tratamiento para prevenir
la enfermedad bipolar indicé una dependencia de antecedentes familiares para la identificacion del riesgo.
® Sin embargo, dada la naturaleza multifactorial del trastorno bipolar, la mayoria de las personas afectadas
no tendrian antecedentes familiares favorables. Ademas, a diferencia de que se presenta en un cuadro de
esquizofrenia que se caracteriza por trastornos significativos en la percepcion de la realidad y cambios en el
comportamiento, incluyendo ilusiones persistentes, alucinaciones, experiencias de influencia, pensamiento
desorganizado, comportamiento altamente desorganizado, “sintomas negativos” y agitacion extrema o
ralentizacion de los movimientos.® En el contexto del trastorno bipolar, no se reconocen signos de alerta
temprana.® Seria (til desarrollar nuevos métodos para identificar el riesgo que no dependan de los signos o
sintomas clinicos existentes.

Las revisiones de investigaciones previas en el campo indican que existe un precedente notable para evaluar
los registros médicos electronicos (EHR) longitudinales. Esto, junto con el analisis predictivo, puede abrir
nuevas vias para identificar factores de riesgo para la presentacion de la enfermedad bipolar. Como se demostrd
anteriormente, estos datos pueden producir un fenotipado diagnostico confiable de los pacientes bipolares.®”

La practica clinica ahora puede incluir hallazgos cientificos, ya que el aprendizaje automatico se utiliza
ampliamente en la industria médica. Uno de los hallazgos cientificos implica la creacién de un modelo que
permite la diferenciacion a nivel individual de varias enfermedades y luego aplicaron el modelo a los datos recién
recopilados para realizar clasificacion o prediccion. Una técnica de aprendizaje automatico supervisado llamada
Support Vector Machine (SVM) tuvo como objetivo detectar patrones de cambios cerebrales espacialmente
dispersos en varios voxeles.®

Otra de las contribuciones, se baso en la identificacion temprana del riesgo de trastorno bipolar mediante
el uso de modelos predictivos entrenados en diversas cohortes en los Estados Unidos que podria mejorar la
evaluacion especifica de las personas de alto riesgo, reducir los diagndsticos erréneos y mejorar la asignacion
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de recursos limitados de salud mental. Se desarrollaron modelos predictivos validos con mdltiples algoritmos en
cada sitio de estudio, incluyendo bosques aleatorios, maquinas de aumento de gradiente, regresion penalizaday
algoritmos de aprendizaje de conjuntos apilados. Los predictores se basaron en datos ampliamente disponibles,
independientes de un modelo de datos comin que incluia datos demograficos, codigos de diagnostico y
medicamentos.

En consecuencia, el objetivo del presente estudio estuvo centrado en la descripcion del fenomeno relacionado
con trastorno afectivo bipolar en el Ecuador mediante la acogida de modelos de clasificacion y prediccion
apropiados a los datos disponibles. Especificamente centrado para poder realizar una clasificacion de pacientes
con trastornos bipolar tipo | (TBI), bipolar tipo Il (TBIl) y depresion unipolar. Lo anterior, permitira optar por un
tratamiento acorde al diagnostico sin cometer errores y ademas lograr rasgos caracteristicos que permita un
diagnostico diferencial preciso e independiente de los estados de los trastornos afectivos.

MARCO TEORICO
Trastorno afectivo bipolar

Las fluctuaciones ciclicas y extremas del estado de animo, incluidos episodios de mania o hipomania y
tristeza, intercalados con intervalos de estado de animo estable, son el sello distintivo del trastorno bipolar,
una enfermedad mental grave. La persona disfruta de euforia, mayor energia y actividad durante el periodo
maniaco, mientras que la intensa negatividad y la falta de entusiasmo se encuentran entre los sintomas de la
fase de depresion. Los cambios de humor pueden ocurrir con frecuencia y duracion variables, segln el tipo de
enfermedad bipolar, la edad y otras circunstancias externas.®

Tipologias en trastorno afectivo bipolar

El trastorno bipolar (TB) es una afeccion grave del estado de animo caracterizada por episodios recurrentes
de depresion e (hipo)mania. El trastorno bipolar se define por dos cambios de humor: altibajos emocionales
(mania o hipomania) y bajos (depresion). Aunque mania e hipomania no son lo mismo, el Manual Diagnostico
y Estadistico de Trastornos Mentales DSM-5 divide el trastorno bipolar en tres subtipos principales: bipolar
I, bipolar Il y trastorno ciclotimico. Los dos subtipos principales son BD-I (episodios maniacos, tipicamente
acompanados de depresion) y BD-Il (episodios hipomaniacos, combinados con depresion), mientras que el
trastorno ciclotimico es una condicion ciclica que produce periodos cortos de hipomania y depresion.

El trastorno unipolar es una enfermedad mental que perjudica significativamente el funcionamiento cotidiano
y se caracteriza por un estado de animo persistentemente bajo o pérdida de interés en las actividades. Sin
embargo, cuando el trastorno bipolar se identifica tempranamente, se puede prevenir o retrasar su inicio, y
quienes ya lo padecen pueden tener mejores resultados clinicos."" En este sentido, la labor de diagnostico
es esencial, por consiguiente, se incluyeron cuatro procesos principales en el diagndstico convencional del
trastorno bipolar: sospecha basada en sintomas depresivos, seguimiento de la entrevista clinica y analisis de
casos utilizando métodos de busqueda basados en el diagndstico y confirmacion del diagnostico.?

En este punto se centra la dificultad de diagnosticar la enfermedad bipolar, particularmente separarla de
la depresion unipolar. EL IHME,"» propone protocolos para distinguir entre depresion mayor y trastorno bipolar,
enfatizando que el trastorno bipolar se relaciona con una mayor labilidad del estado de animo, lentitud motora
y duracion del suefio, los cuales facilitan su identificacion y con ellos las posibilidades de tratamiento.

Materiales

Se realizd recopilacion de datos de ourworldindata.org, que describe la participacion estimada de hombres
y mujeres que presentaron trastorno bipolar en el Ecuador, en el caso de haber sido diagnosticados o no,
basados en encuestas representativas, datos médicos y modelado estadistico. Esta variable respuesta esta
representada por la prevalencia estimada asociada con la edad de individuos con trastorno bipolar, por cada
100 personas. Esta métrica se construyo6 siguiendo principios de comparabilidad mediante la estandarizacion
por edad y registros en proporcion de prevalencia con metodologia uniforme con principio comparativo.

El Instituto Ecuatoriano de Seguridad Social (IESS) ofrece servicios de Psiquiatria con camas asignadas en
cuatro hospitales en todo el pais, donde también se proporciona atencion ambulatoria. En las ciudades de
Quito y Guayaquil, hay servicios de psiquiatria disponibles en consultorios ambulatorios. En Ecuador, hay cinco
hospitales psiquiatricos en funcionamiento, tres en Quito, uno en Guayaquil y uno en Cuenca, con un total de
1 635 camas, lo que equivale a 12 camas por cada 100 000 habitantes. Los registros administrativos se han
manejado con indicadores globales para proteger la privacidad médico-paciente.

El Instrumento de Evaluacion de la Organizacion Mundial de la Salud para Sistemas de Salud Mental (OMS-1ESM)
se uso para recopilar informacion sobre el sistema de salud mental del Ecuador. En este sentido, se incluyeron
en este estudio un total de 146 pacientes bajo monitoreo del departamento de psiquiatria adscrito al IESS, en
los cuales se les evalua diferentes métricas, tal como: sexo (1: mujer, 2: hombre), edad (Intervalos en grupos
de edades), tipo de condicion (1: bipolar Il, 2: depresivo Unipolar, 3: bipolar I). En funcion con las condiciones
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relacionadas, sintomas de melancolia (1: melancolia, 2: sin melancolia), hospitalizacion (1: hospitalizada,
2: ambulatoria), educacion (educacion agrupada en afos), matrimonio (1: casado o concubino, 2: soltero),
trabajo (1: paciente en actividad laboral o estudiando, 2: desempleado/pensionado por enfermedad). En este
contexto, la deteccién del trastorno afectivo bipolar y posterior clasificacion en sus tres tipologias requiere
manejar informacion del paciente para el ajuste con el modelo y su posterior prediccion.

METODO

Dado que la investigacion se basd exclusivamente en datos secundarios previamente recopilados y
anonimizados, no se requirio la obtencioén directa del consentimiento informado por parte de los pacientes. Sin
embargo, se garantizo en todo momento la confidencialidad, el resguardo de la identidad de los sujetos y el
uso exclusivo de la informacion con fines cientificos. La validacion ética del protocolo asegura la integridad del
estudio, considerando la naturaleza sensible del trastorno afectivo bipolar como objeto de analisis.

Métodos basados en algoritmos de inteligencia artificial

La eleccion de los modelos de clasificacion empleados en este estudio sobre el trastorno afectivo bipolar en
Ecuador responde a la necesidad de abordar un problema clinico complejo desde un enfoque computacional
robusto, flexible y adaptado al contexto local. Se opto por algoritmos ampliamente validados como la regresion
logistica, Random Forest, SVM, arboles de decision, K-vecinos mas cercanos y Gradient Boosting debido a
sus fortalezas especificas para el analisis de datos clinicos, que incluyen caracteristicas como el manejo de
muestras pequenas, la presencia de datos faltantes, el ruido inherente a los registros médicos y la necesidad
de interpretar modelos para su aplicacion en entornos de salud mental.

La regresion logistica ofrece una aproximacion estadistica tradicional Gtil por su interpretabilidad, mientras
que Random Forest y Gradient Boosting destacan por su precision y capacidad para evitar el sobreajuste. Las
SVM fueron seleccionadas por su alto desempeino con pocos datos y su capacidad para identificar patrones
no lineales, mientras que los arboles de decision y KNN aportan transparencia y simplicidad en la toma de
decisiones. Estos modelos permiten identificar factores de riesgo y clasificar estados clinicos del paciente, lo
que resulta fundamental para mejorar la deteccion temprana y personalizacion del tratamiento en poblaciones
vulnerables. Asimismo, se aplico una validacion cruzada rigurosa para comparar el rendimiento de los modelos
y asegurar su capacidad de generalizacion, garantizando asi que los resultados del analisis puedan ser utilizados
con confianza en futuras aplicaciones clinicas y de investigacion en el contexto ecuatoriano.

A continuacion, se enumeran algunos de los algoritmos de aprendizaje de clasificacion:

1) Regresion logistica: representa una técnica estadistica con enfoque para tareas de clasificacion
binaria que calcula la probabilidad de un resultado en funcion de los atributos de entrada. Este algoritmo
de regresion logistica estuvo sustentado con el uso de las bibliotecas Scikit-learn, TensorFlow y PyTorch.

2) Random Forest: representa una técnica de aprendizaje conjunto que reduce el sobreajuste y
aumenta la precision general mediante la construccion de varios arboles de decision y la combinacion de
sus predicciones. La metddica Random Forest puede gestionar los datos faltantes y estos son resistentes
al ruido y a los valores atipicos bajo librerias especificas TensorFlow y PyTorch.

3) Maquinas de vectores de soporte: representa una técnica potente que busca identificar el hiperplano
ideal que divide dos clases para aplicaciones de clasificacion y regresion. Las SVM son reconocidas por
sus habilidades superiores de generalizacion y pueden manejar limites de decision no lineales utilizando
funciones del kernel. Se aplico el algoritmo SVM como clasificador debido a su excelente rendimiento en
un tamaio de muestra pequefio ® mediante la adopcion del paquete Scikit-learn basado en Python. 9

4) Decision Tree: un arbol de decision es un tipo de método de aprendizaje supervisado no paramétrico
utilizado para tareas de clasificacion y regresion. Se caracteriza por una estructura de arbol jerarquica
que consta de un nodo raiz, ramas, nodos internos y nodos hoja. Python utiliza Scikit-learn, un paquete
de aprendizaje automatico de codigo abierto que incluye varios métodos de aprendizaje automatico,
como arboles de decision.

5) K-Vecinos mas cercanos: representa un enfoque no paramétrico para clasificar instancias utilizando
el voto mayoritario de sus k vecinos mas cercanos. KNN es facil de entender y puede tener éxito con
conjuntos de datos pequefos. Sin embargo, puede resultar computacionalmente costoso para grandes
conjuntos de datos. En Python, se logra implementar este algoritmo usando la biblioteca scikit-learn.

6) Gradient Boosting: en el contexto de minimizar una funcion de pérdida, el aumento de gradiente
representa un método de gradiente funcional que elige continuamente una funcion que apunta en
la direccion de una hipdtesis débil o un gradiente negativo. Se crea un modelo de prediccion sélido
combinando muchos modelos de aprendizaje débiles con un clasificador que aumenta el gradiente. Esta
técnica de aprendizaje conjunto que construye arboles de decisién de forma secuencial y combina sus
predicciones para mejorar el rendimiento general bajo algoritmo de Gradient Boosting a través de su
clase GradientBoostingClassifier. Su excelente precision predictiva lo ha convertido en una opcion popular
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en las implementaciones de aprendizaje automatico.

Finalmente, se realizo una validacion cruzada para producir un procedimiento de clasificacion correcto,
seguida de pruebas estadisticas para evaluar qué técnica de estimacion funciona mejor. La variacion
cruzada antes mencionada compara la proporcion de clasificacion interna y externa correcta para evaluar la
generalizacion de cada enfoque utilizado en la estimacion del modelo.

Evaluacion del modelo

Investigaciones relevantes en este campo revelan una amplia gama de métricas que pueden reflejar
diversos sindnimos en los dominios de la medicina y ciencia de datos (recuperacién de informacion). Incluimos
aqui un breve resumen de las métricas mas significativas basadas en el porcentaje de clasificacion correcta,
exactitud y precision.® Las métricas en areas de riesgo especificas incluyeron sensibilidad, especificidad
y valor predictivo positivo.® Para facilitar las comparaciones indirectas con investigaciones anteriores, es
aconsejable proporcionar tantas mediciones como sea posible para comparaciones futuras en el mismo campo
de estudio.

RESULTADOS
Andlisis exploratorios de datos preliminares

El analisis exploratorio de la variable prevalencia anual en el Ecuador de los trastornos afectivos bipolares,
se encuentra descrito con una proporcion aproximada del 0,94 % dentro de la cobertura temporal con una
variabilidad en términos al parametro prevalencia anual de 0,036. Esta métrica se obtuvo al manipular
informacion de Our World in Data, la cual permite trabajar con valores estandarizados por edad para permitir
comparaciones entre paises y a lo largo del tiempo.(7:1®

Por el contrario, se puede trabajar a nivel porcentual en la evolucion de la prevalencia general en trastornos
afectivos bipolar en el Ecuador durante los Ultimos 22 afos (figura 1). Cuyo comportamiento ha tenido una
tendencia se ha incrementado en un pequefo diferencial. Sin embargo, durante el afo 2020 hasta 2022 se
produjo un incremento considerable en la prevalencia porcentual de casos en trastornos afectivos bipolar en
el Ecuador.

1 9.3
9 36 8.7
8
7
6 527 527 529 531 533 534 535 536 537 539 54 542 544 547 5.5 3551 551 551 551 551
5
4
3
2
1
0
I P T PSRRI NN DDA

DX S I S S S SO N M S S S ST A S N SO N

Figura 1. Prevalencia Porcentual de trastornos afectivos bipolar en Ecuador. Periodo 2000-2022
Fuente: Instituto Nacional de Estadistica y Censos- Presidencia de la RepUblica del Ecuador.

Andlisis Comparativo

En este apartado se desarrollo un analisis comparativo entre los modelos especificados mediante algoritmo
de aprendizaje automatico para clasificar y predecir trastorno afectivo bipolar en Ecuador (tabla 1). Estos
modelos se construyeron con datos de corte transversal que corresponden a un total de 146 pacientes bajo
monitoreo de los departamentos de psiquiatria adscrito al IESS.
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Tabla 1. Representacion de la exactitud comparativa en los
modelos identificados

Modelo Estimado con validacion Exactitud en la
cruzada clasificacion
Logistic Regression (LR) 66,09 % (+/- 4,58)
Random Forest (RF) 89,35 % (+/- 3,85)
SVM 77,39 % (+/- 5,21)
Decision Tree (DT) 88,70 % (+/- 3,74)
K-Nearest Neighbors (KNN) 84,35 % (+/- 1,11)
Gradient Boosting (GB) 90,65 % (+/- 3,93)

Fuente: Python 3.11

Se visualiza en la tabla 1, lo concerniente al rendimiento en los modelos construidos considerando la métrica
de precision como medida que se calcula con la puntuacion media del modelo, lo cual refleja el rendimiento del
modelo. En este punto, se destacan dos posibles modelos que optimizan el rendimiento, Random Forest (89,35
%) y Gradient Boosting (90,65 %).

Accuracy of Different Models

1.0

0.8

0.6

0.4 1

Accuracy

0.2

0.0 -

LR RF VM bT K-MM GB

Figura 2. Representacion de la precision en los diferentes modelos

Segln los resultados obtenidos, que describen que los modelos SVM, DT, K-NN y LR, los mismos presentan
igual rendimiento al momento de discriminar pacientes con trastornos afectivos bipolar. En complemento, el
modelo GB y RF representan la mejor opcion para modelizar y explicar la presencia de este fendmeno (figura
2). Estos resultados se proporcionan mediante la implementacion de los algoritmos en Python 3.11 bajo en el
entorno de desarrolladores PyCharm 2024.1.

Ademas, se puede utilizar la desviacion estandar de las puntuaciones multiplicada por 100 y formateada con
dos decimales para comparar la variabilidad inherente al conjunto de datos y poder evaluar la precision de un
determinado modelo. En este sentido, entre los dos modelos identificados en la tabla 1 tienden a optimizar el
rendimiento, se inclina por destacar los hallazgos en la eleccion de la estimacion por Random Forest, los cuales
presentan menor desviacion estandar de las puntuaciones (+/- 3,85) en comparacion con las obtenidas por la
estimacion con el modelo Gradient Boosting (+/- 3,93).

Con relacion a la estimacion de los mejores parametros para el modelo Random Forest, se describen los
mejores parametros activando (‘bootstrap’: True) que representa un muestreo con reposicion, lo que ayuda a
mejorar la precision del modelo. Luego, se limita a 10 la profundidad maxima en el modelo Random Forest,
evitando el sobreajuste (‘max_depth’: 10), definiendo el nUmero minimo de muestras que deben estar presentes
en una hoja para que el arbol se divida (‘min_samples_leaf’: 4); asi como también, se estipula el nimero minimo
de cuatro muestras que deben estar presentes en un nodo para que el arbol se divida (‘min_samples_split’: 10)
para obtener 10 estimadores como los mejores parametros del modelo Random Forest (tabla 2).

Tabla 2. Importancia futura en la Clasificacion con
modelo Random Forest

Variable Contribucion
Age 0,432777
Marriage 0,207413
Days 0,130806
Work 0,074981

Fuente: Python 3.11
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Los hallazgos dictaminan que la edad y el estado civil en la cohorte bajo estudio para clasificar el trastorno
afectivo bipolar en el Ecuador presentan la mayor incidencia o peso para explicar la prevalencia de este tipo
de enfermedades mediante el modelo Random Forest (tabla 2), el cual permite a través de los datos estimar
parametros de sensibilidad, precisién y puntuaciones de precision. La sensibilidad definida por la métrica
Recall, representar las frecuencias probabilisticas en torno a 0,89 para la deteccion del trastorno en conjuncion
con la verdadera tasa de positivos. Siendo esta la proporcion de muestras que se identifican correctamente
como positivas entre todas las muestras positivas existentes. La métrica de precision, también conocida como
frecuencia de valor predictivo positivo, indica la proporcion de 0,81 en las muestras devueltas que discriminan
una precision positiva. La puntuacion f1_score de 0,85, representa una métrica de precision en la prueba que se
logra por medio del calculo en la media armoénica entre la precision y la recuperacion. En funcion de lo anterior,
el criterio de salida en términos a la construccion de la matriz de confusion (figura 3):

Confusion Matrix

11

True Label

Predicted Label
Figura 3. Matriz de confusion modelo Random Forest

SegUn los resultados que exhibe la matriz de confusion, el valor estimado en casos que logra una clasificacion
correcta en afecciones afectivas bipolar dentro de la cohorte bajo estudio se ubica en un 17 % (casos verdaderos
positivos 25). A diferencia, se presenta el valor estimado de forma correcta de los casos verdaderos negativos o
de no presentar trastornos afectivos bipolar 61 % (casos verdaderos negativos 89). En esencia, se tiene un 78 % de
clasificacion correcta, lo que se traduce en la representacion del nimero de muestras correctamente identificadas
bajo la poblacion objeto de estudio. En este contexto, se discrimina las anteriores clasificaciones dispuestas en la
figura 4, segln las tipoldgicas afectivas bipolares definidas (Unipolar depresion, Bipolar | y Bipolar II).

Depression Type Distribution

14 4

12 4

10 4

Count
[+2]

Bipolar Il Unipolar Depression Bipolar |
Depression Type

Figura 4. Clasificacion de trastornos afectivo bipolar
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Segln lo que se muestra en la figura 4, se puede observar en términos al total en los 146 pacientes sometidos
a estudio, 15 de ellos entran en la clasificacion de un cuadro en trastornos unipolar depresivos que refleja una
incidencia de la enfermedad en un 10 % segin la poblacion muestreada, en adicion se presentan siete (07)
individuos que se acopla a un cuadro de trastorno bipolar tipo Il; lo que equivale a una prevalencia del 5 %y
solo tres (03) individuos que se definen entrar en un cuadro bipolar tipo | (prevalencia en un 2 %).

DISCUSION

El presente estudio, enfocado en el modelado matematico del trastorno afectivo bipolar en Ecuador, presenta
diversas limitaciones que deben ser consideradas al interpretar sus resultados. En primer lugar, la disponibilidad
y calidad de los datos clinicos representa un desafio, ya que en Ecuador no existe una base de datos nacional
estandarizada que registre de forma sistematica los casos de trastornos afectivos. Esto obliga a utilizar fuentes
secundarias o datos institucionales con posible subregistro o sesgos de acceso, especialmente en zonas rurales
o de dificil acceso. Ademas, el modelo matematico requiere simplificar dinamicas complejas asociadas al
trastorno bipolar, como comorbilidades psiquiatricas, impacto del entorno familiar, adherencia terapéutica
0 exposicion a eventos estresantes, los cuales no pueden modelarse completamente debido a su caracter
multifactorial y subjetivo. Asimismo, los parametros epidemiologicos utilizados se mantienen estaticos en el
tiempo, sin considerar fluctuaciones sociales, econdmicas o sanitarias que podrian alterar significativamente
la incidencia, el curso clinico o la respuesta terapéutica de la poblacion. Otra limitacion importante es la
representacion geografica parcial del modelo, dado que la mayoria de los datos provienen de zonas urbanas con
mayor acceso a servicios de salud mental, lo cual excluye realidades de poblaciones indigenas o comunidades
marginadas.

A pesar de estar enfocado en la poblacion ecuatoriana, el modelo matematico desarrollado tiene un fuerte
potencial de replicabilidad en otros contextos latinoamericanos, especialmente en paises que comparten
condiciones estructurales similares en salud mental. El marco de modelado utilizado, basado en sistemas
dinamicos y tasas de transicion entre estados clinicos, puede ser facilmente adaptado a distintas poblaciones
mediante la actualizacion de parametros epidemioldgicos especificos, como prevalencia, duracion de episodios,
tasas de recaida o adherencia terapéutica. Esta caracteristica lo convierte en una herramienta util no solo para
analisis locales, sino también para estudios comparativos regionales.

El modelo Random Forest exhibe una alta sensibilidad, lo que indica un alto grado de capacidad para la
deteccion de casos significativos. Esto indica que tiene excelentes habilidades para discriminar casos negativos.
En otras palabras, la generacion de falsos positivos es poco probable. Como resultado, este modelo es mucho
mas sensible que especifico. Cuando nuestro objetivo es evitar los falsos positivos a toda costa, este es el
escenario que llama nuestra atencion.

El modelo Random Forest (RF) representa una técnica de seleccion de caracteristicas de tipo integrado que
se utiliza a menudo en la mineria de datos,"® se ha demostrado que aumenta considerablemente el rendimiento
del modelo,®?" se identifica genes clave.? Una forma de medir la importancia de una caracteristica en el
modelo de RF es utilizar la decadencia media de impurezas (MDI). Es la reduccion media de la impureza de los
nodos en todos los arboles, ponderada por la probabilidad de llegar a ese nodo. En este trabajo, utilizamos
una metodologia de aprendizaje supervisado para construir un modelo de bosque aleatorio en el conjunto de
entrenamiento utilizando la configuracion predeterminada.

En concordancia, Llamocca et al.?® demostraron un afecto negativo mejorado amplifica los contrastes
emocionales positivos cuando se enfrentan a eventos positivos inesperados, mientras que las personas sensibles
a los cambios emocionales negativos utilizan aumentos previos del afecto negativo para evitar una mayor
escalada en respuesta a cambios adversos, segin un modelo de evitacion de contrastes que se desarrolld. Las
personas que padecen trastornos del espectro bipolar, que se caracterizan por oscilaciones entre episodios de
hipomania y depresion, donde se pueden notar diferencias mas sutiles en sus sentimientos.

Se identificd un impacto marginal en el subtipo bipolar tipo Il y mostr6 una mayor propension a evitar
contrastes emocionales desagradables en comparacion con la enfermedad bipolar tipo | segiin el modelo de
evitacion de contrastes. Estos resultados implican que un proceso psicologico relacionado con las enfermedades
del espectro bipolar puede ser la evitacion del contraste cuya deteccion temprana de personas en riesgo de
padecer enfermedad afectiva bipolar permite un examen y una centrada prevencion. Aunque se han identificado
una variedad de factores de riesgo de enfermedad bipolar, como antecedentes en grupo de familiares 24 y
acontecimientos vitales estresantes,®) donde la prediccion de riesgos de forma cuantitativa y escalable sigue
siendo un desafio. Por ende, las investigaciones anteriores se han concentrado principalmente en aquellos que
han tenido depresion en el pasado y/o han empleado pequeiias muestras.

Los estudios anteriores se han centrado en gran medida en individuos con antecedentes de depresion
y/o han incluido muestras relativamente pequefias.® En este desarrollo se partié considerando evaluar
un contexto general de prevalencia de la enfermedad afectiva bipolar dentro de la RepUblica del Ecuador
durante la cobertura temporal 2000-2022. En un contexto especifico, se manejo una cohorte de personas con la
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caracteristica de interés en el presente estudio para lograr validar multiples enfoques y describir el fenomeno
bajo un diagndstico de enfermedad afectiva bipolar.

En la practica, los avances en la medicina clinica y de precision podrian conducir al desarrollo de modelos
de prediccion de la enfermedad bipolar generalizables que hayan sido entrenados y validados en varios sistemas
de salud. Si bien la precision de los modelos es fuerte, no tiene en cuenta los factores sociales y ambientales
innatos que influyen en el comportamiento afectivo bipolar. Mas bien, describe y predice los componentes
fisicos y psicoldgicos de la calidad de vida.

Orsolini usé el fenotipado digital para clasificar el trastorno bipolar y el trastorno unipolar: hallazgos
exploratorios mediante modelos de aprendizaje automatico bajo los siguientes objetivos fueron investigar 1)
disparidades entre el trastorno bipolar y el trastorno unipolar en los datos basados en teléfonos inteligentes
sobre el uso del teléfono; y 2) categorizacion inteligente del trastorno bipolar y el trastorno unipolar mediante
modelos de aprendizaje automatico, sensibilidad, especificidad y AUC de los datos telefonicos. Durante seis
meses, hubo acceso a autoevaluaciones diarias del estado de animo basadas en teléfonos inteligentes vy,
al mismo tiempo, se recopilaron pasivamente datos sobre el uso de teléfonos inteligentes. En resumen, el
fenotipado digital subraya la dificultad de generalizar a personas con pocos elementos tangibles, incluso si
resulta prometedor a la hora de distinguir entre pacientes con enfermedad bipolar y enfermedad unipolar. Debe
utilizarse junto con evaluaciones clinicas exhaustivas de los profesionales.?”

El desarrollo de modelos de prediccion generalizables del riesgo de enfermedad bipolar en una variedad
de circunstancias empiricas es, en ultima instancia, el camino hacia la medicina de precision. Una estrategia
de conjunto demostroé ser la mas efectiva en general cuando se compararon una variedad de algoritmos de
aprendizaje automatico; no obstante, requirid un reciclaje local, en ese sentido se utilizaron diferentes
algoritmos (bosques aleatorios, maquinas de aumento de gradiente, regresion penalizada y algoritmos de
aprendizaje de conjuntos apilados) para crear modelos de prediccion validos.

En este contexto, un estudio reciente abordé predictores que se limitaron a atributos derivados de registros
médicos electrdnicos de acceso publico, sin referencia a un modelo de datos compartido que abarcara datos
demograficos, codigos de enfermedades y medicamentos recetados, que demuestra que la deteccion temprana
del riesgo de trastorno bipolar utilizando modelos de prediccion generalizables entrenados en diversas cohortes
en poblaciones ecuatorianas deberia mejorar la evaluacion enfocada de los pacientes de alto riesgo, prevenir
diagnosticos erroneos y optimizar la asignacion de recursos escasos de salud mental. @

CONCLUSIONES

El analisis exploratorio de la variable prevalencia anual en el Ecuador de los trastornos afectivos bipolares
se encuentra descrito con una proporcion aproximada del 0,94 % dentro de la cobertura temporal. Esta métrica
se obtuvo al manipular informacion de Our World in Data, que permite trabajar con valores estandarizados por
edad para permitir comparaciones entre paises y a lo largo del tiempo. En cuanto al analisis comparativo entre
los modelos especificados mediante algoritmo de aprendizaje automatico para clasificar y predecir trastorno
afectivo bipolar en Ecuador. Los modelos SVM, DT, K-NN y LR presentan igual rendimiento al momento de
discriminar pacientes con trastornos afectivos bipolar. En complemento, el modelo GB y RF representan la
mejor opcion para modelizar y explicar la presencia de este fenomeno.

La importancia futura en la clasificacion con modelo Random Forest se enfoca en la mayor incidencia o
peso para explicar la prevalencia de este tipo de enfermedades. Este modelo Random Forest permite estimar
parametros de sensibilidad, precision y puntuaciones de precision. La sensibilidad definida por la métrica Recall
representa las frecuencias probabilisticas en torno a 0,89 para la deteccion del trastorno en conjuncion con
la verdadera tasa de positivos. La precision, también conocida como frecuencia de valor predictivo positivo,
indica la proporcion de 0,81 en las muestras devueltas que discriminan una precision positiva. La puntuacion f1_
score de 0,85 representa una métrica de precision en la prueba que se logra por medio del calculo en la media
armonica entre la precision y la recuperacion. O, efectivamente, considerar a ampliar el estudio evaluando
mediante inteligencia artificial los registros actigraficos de la actividad motora, los cuales representan una
forma objetiva de observar la depresion, incluso si las investigaciones psiquiatricas sobre este tema no lo han
analizado con gran detalle.
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